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RESUMEN

La estimacion precisa del volumen individual de los arboles es esencial para monitorear la
productividad de las plantaciones forestales y mejorar las decisiones sobre el manejo
forestal. La presente investigacion se llevo a cabo en la Provincia de Chota, en plantaciones
ubicadas entre los 2367 hasta 3478 ms.n.m., en la parte central del departamento de
Cajamarca. El objetivo principal fue determinar la eficiencia de tres algoritmos de
inteligencia artificial para estimar el volumen de arboles de Pinus patula en plantaciones
forestales; los objetivos especificos fueron: 1) determinar el volumen individual de arboles
de Pinus patula de plantaciones forestales a través del método de cubicacion rigurosa, 2)
determinar las variables de inventario forestal de mayor importancia para el modelamiento
del volumen individual de arboles de Pinus patula utilizando algoritmos de inteligencia
artificial. Se utilizaron datos de 21 parcelas de medicién, con un total de 1006 registrados
de didmetro a la altura del pecho y altura total. EI modelamiento del volumen se realizo
con datos de 122 arboles cubicados rigurosamente. Las variables mas importantes para
estimar el volumen de arboles fueron el diametro, altura, altura dominante y altitud. Los
algoritmos Random Forest, Support Vector Machine y Artificial Neural Network, junto al
modelo de Schumacher & Hall fueron utilizados. El algoritmo Artificial Neural Network
mostré los mejores resultados, con R? = 0.9523 y RSME= 0.0881, sin embargo, no superd
al modelo S&H, que obtuvo un R? = 0.9588 y RSME= 0.0799 pero a la vez, no existio
diferencias estadisticas entre estos dos, sugiriendo que, tanto el algoritmo Artificial Neural
Network y el modelo Schumacher & Hall pueden ser utilizados para estimar el volumen

individual de Pinus patula procedentes de plantaciones forestales de la Provincia de Chota.
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Palabras claves: Cubicacion rigurosa, Redes Neuronales, inteligencia artificial, modelo

volumétrico, manejo forestal, modelamiento forestal.
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ABSTRACT

Accurate estimation of individual tree volume is essential for monitoring the productivity of
forest plantations and improving forest management decisions. This research was conducted
in the province of Chota, in plantations located between 2,367 and 3,478 meters above sea
level, in the central part of the department of Cajamarca. The main objective was to determine
the efficiency of three artificial intelligence algorithms for estimating the volume of Pinus
patula trees in forest plantations. the specific objectives were: 1) to determine the individual
volume of Pinus patula trees in forest plantations using the rigorous cubing method, 2) to
determine the most important forest inventory variables for modeling the individual volume
of Pinus patula trees using artificial intelligence algorithms. Data from 21 measurement plots
were used, with a total of 1,006 trees recorded for diameter at breast height and total height.
Volume modeling was performed using data from 122 rigorously measured trees. The most
important variables for estimating tree volume were diameter, height, dominant height, and
altitude. The Random Forest, Support Vector Machine, and Artificial Neural Network
algorithms were used, along with the Schumacher & Hall model. The Artificial Neural
Network algorithm showed the best results, with R2 = 0.9523 and RSME = 0.0881, however,
it did not outperform the S&H model, which obtained an R2 = 0.9588 and RSME = 0.0799.
At the same time, there were no statistical differences between the two, suggesting that both
the Artificial Neural Network algorithm and the Schumacher & Hall model can be used to
estimate the individual volume of Pinus patula from forest plantations in the province of

Chota.

Keywords: Rigorous cubication, Neural Networks, artificial intelligence, volumetric model, forest

management, forest modeling.
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CAPITULO |

INTRODUCCION

1.1. Planteamiento del problema

Segun Sanchez (2019), uno de los vacios mas relevantes en la investigacion forestal en el
Pert es la limitada disponibilidad de informacion relacionada con el valor econémico de los
tocones y del suelo en el que se establecen las plantaciones forestales. Esta carencia representa un
obstaculo para la valoracion integral de los recursos forestales y para la toma de decisiones en el
manejo sostenible de los ecosistemas intervenidos. En ese sentido Zamora et al. (2004) destacan
que, para realizar una adquisicion eficiente de madera en pie, es indispensable contar con
estimaciones precisas del volumen y la calidad de los productos que se obtendran tras el proceso
de aserrado ya que esta precision es clave para mantener la competitividad de los productos
forestales. Por su parte, Guariguata et al. (2017) destacan la importancia de contar con un marco
sistematico que facilite la produccién y divulgacion de conocimientos técnicos orientados a la
industria y a los distintos sectores del mercado, sumada la insuficiencia de informacion clara y
actualizada, constituye una barrera relevante que desincentiva tanto a inversionistas nacionales e
internacionales como a los gobiernos locales y regionales a invertir recursos publicos en el
desarrollo de plantaciones comerciales, lo cual repercute negativamente en el avance del sector

forestal.

Cajamarca se posiciona entre las regiones con mayor superficie destinada a plantaciones
forestales del Peru. Actualmente, se ha iniciado el aprovechamiento de las primeras areas
establecidas, aunque persiste una carencia de informacion precisa sobre el volumen real de las

reservas forestales en pie. Esta falta de datos técnicos impide que los propietarios obtengan una

20



valorizacion justa por sus recursos, afectando directamente la rentabilidad y sostenibilidad de las

actividades forestales (Orrillo, 2019).

Hynynem (2011) sostiene que los modelos de crecimiento y rendimiento son herramientas
valiosas para la toma de decisiones, ya que proporcionan informacién sobre el desarrollo forestal
potencial. Un ejemplo de ello es el modelamiento volumétrico, el cual emplea herramientas
estadisticas para estimar el volumen de los arboles. Esta informacion resulta fundamental para
calcular las existencias maderables presentes en un rodal y proyectar la distribucién de los
productos forestales antes de realizar las actividades de corta (Santiago et al., 2020); en este mismo
contexto Cruz et al. (2008) proponen la implementacion de ahusamiento y volumen, basado en una
estructura geométrica comdn y pardmetros compartidos. Esta propuesta facilita la asignacion
proporcional del volumen entre los distintos productos forestales, contribuyendo a la eliminacion
de las discrepancias que suelen presentarse cuando se ajustan por separado los modelos de volumen

total y comercial.

La creciente aplicacion de la Inteligencia Artificial (IA) como herramienta para abordar
problematicas en diversas disciplinas ha despertado un notable interés en los Ultimos afios (Ortega
& Cruz, 2020). Segun Reafio (2020), esta tecnologia constituye un avance innovador de gran
relevancia, con impacto transversal en diversos sectores como las telecomunicaciones, el
marketing, la economia, la industria de las tecnologias de la informacion, asi como en areas clave
como la medicina y las ciencias naturales. Los algoritmos de 1A han evolucionado de manera
constante, perfeccionando sus estrategias de resolucion y generando beneficios sin precedentes en

términos de eficiencia, precision y alcance.

Una evaluacién precisa de la productividad forestal es esencial para una gestion eficiente y
sostenible de los recursos forestales. No obstante, el desarrollo de modelos altamente precisos
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enfrenta desafios significativos, debido a la necesidad de recopilar, procesar e integrar grandes
voliumenes de datos y de alta dimension. Este proceso requiere técnicas avanzadas de

procesamiento y analisis con capacidad de alto rendimiento computacional.

En este contexto, los avances recientes en sistemas de aprendizaje automatico basados en
la nube representan una solucion efectiva. Estas tecnologias permiten el procesamiento agil y
eficiente de datos forestales a gran escala, optimizando la precision de las estimaciones y

mejorando la toma de decisiones en la gestion forestal (Sotomayor et al., 2023)

Diversas investigaciones han evidenciado el potencial de los algoritmos de inteligencia
artificial como herramientas eficaces para modelar el crecimiento de masas forestales, incluyendo
aquellos enfoques orientados a la estimacion de la produccion forestal. Estos avances respaldan la
aplicabilidad de la 1A en el andlisis y proyeccién de dinamicas forestales, optimizando la toma de
decisiones en el manejo sostenible de los recursos (Martins et al., 2021; Boechat et al; 2004), altura
total (Goycochea et al., 2022), diametro y altura (Correia et al., 2018), indice de sitio (Pinno et al.,

2012) , biomasa (Wang et al., 2016) y volumen del fuste (Ozgelik et al., 2010; Zhu et al., 2021).

De acuerdo con Aaron et al. (2012), las plantaciones de Pinus patula establecidas en zonas
altoandinas desempefian un papel importante en la restauracion de suefios erosionados y
degradados. Ademas, estas especies contribuyen al mejoramiento de la calidad del suelo mediante
la incorporacién progresiva de materia organica, producto de la caida natural de hojas, ramas y
aciculas. En concordancia, un estudio realizado en el distrito de Chalamarca sefiala que las
plantaciones de P. patula presentan una acumulacion progresiva de biomasa aérea: a los cinco afios
alcanzan 15,84 t/ha, la de diez afios 32,53 y t/ha y la de quince afios 51,56 t/ha. La mayor
proporcion de esta biomasa se concentra en el fuste, seguida por el follaje y, en menor medida en
as rama (Mirez, 2021).
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Este proyecto propone la aplicacién de algoritmos de inteligencia artificial para estimar el
volumen individual de arboles de Pinus patula, utilizando como base datos obtenidos a partir de
procedimientos de cubicacion rigurosa precisos en plantaciones forestales situados en la provincia
de Chota, Per(. Esta metodologia busca mejorar la precision en la cuantificacién del recurso

forestal, contribuyendo a una gestién mas eficiente y sostenible.
1.2.  Formulacién del problema
1.2.1. Problema general

¢Es posible estimar el volumen individual de arboles de Pinus patula de plantaciones

forestales de la provincia de Chota, mediante el uso de los algoritmos de inteligencia artificial?
1.3.  Justificacion

En el sector forestal, existe una larga trayectoria en la parametrizacion y aplicacion de
modelos orientados a cuantificar y predecir el crecimiento y rendimiento de las masas forestales,
considerados elementos clave para optimizar las practicas silvicolas y promover un manejo forestal
sostenible. Sin embargo, continda siendo imperativo el desarrollo de herramientas biométricas mas
eficaces que contribuyan a optimizar la planificacién y el aprovechamiento sostenible de los
recursos forestales. Actualmente, existe una amplia variedad de modelos con aplicaciones
especificas, que abarcan desde estimaciones de volumen y ahusamiento, hasta sistemas
compatibles ahusamiento-volumen. También se incluyen modelos altura-didametro, de clasificacion
de la productividad de terrenos forestales, de biomasa, carbono y contenido nutrimental de
ecosistemas, asi como modelos para el control de la densidad, distribucion diamétrica y de arbol

individual (Garcia et al., 2020).

23



Esa alta disponibilidad de modelos ha sido rapidamente complementada con el uso de
nuevas tecnologias, entre ellas, los sistemas de vision por computadora que ya se usan en el
monitoreo y planificacion de las operaciones forestales permitiendo incrementar la competitividad

en el mercado (Hildt et al., 2020).

En el manejo de una operacion de plantaciones forestales, contar con proyecciones
confiables sobre el crecimiento y la produccion de madera resulta esencial. Estas estimaciones
dependen principalmente de dos factores: i) la medicion de variables dendrometrias como el
diametro, la altura, el area basal, el volumen, el indice de sitio, la distribucion diamétrica y la edad
de los rodales; ii) la aplicacion de modelos que permitan estimar dichas variables, facilitando la
prediccion del estado actual y futuro de los bosques bajo manejo. Aungue en muchos casos se
emplean modelos simplificados que describen la evolucion de una variable en el tiempo, en
escenarios de manejo forestal intensivo se requiere el uso de sistemas avanzados de modelacion de
crecimiento y rendimiento, capaces de simular el comportamiento de los rodales bajo distintos
esquemas de gestion y practicas silvicolas (Organizacién de las Naciones Unidas para la

Alimentacion y la Agricultura (FAO), 2010) ; Garcia et al., 2020).

Para conocer las caracteristicas de crecimiento de los rodales, las variables previamente
mencionadas son obtenidas mediante la medicidon sistematica en parcelas permanentes,
complementada con el uso de herramientas analiticas como la regresion y técnicas de inteligencia
artificial, entre ellas las redes neuronales artificiales (ARN), y las maquinas de vector de soporte
(MSV). Estas metodologias modernas ofrecen ventajas significativas en términos de velocidad de

procesamiento, precision en las estimaciones y reduccion de costos operativos (Davila, 2018).

Disponer con informacion clara y precisa sobre el crecimiento y el comportamiento de
distintas especies arboreas en diversas condiciones de crecimiento de manera clara y concisa,
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significativamente favorece a una toma de decisiones mas eficiente en cada una de las etapas del
manejo forestal Hynynem (2011). En el contexto de las plantaciones de Pinus patula ubicadas en
la provincia de Chota, esta informacién proporcionara informacion atil para el conocimiento del
stock actual maderables y la implementacién de futuros proyectos de plantaciones forestales. En
este marco, el estudio propone la aplicacion de diversos algoritmos de inteligencia artificial con el
objetivo de estimar el volumen individual de los arboles, contribuyendo asi el desarrollo de una
herramienta técnica que facilite la toma de decisiones por parte de los responsables del manejo de

bosques establecidos con esta especie.
1.4.  Objetivos de la investigacién
1.4.1. Objetivo general

- Determinar la eficiencia de algoritmos de inteligencia artificial para estimar el

volumen de arboles de Pinus patula en plantaciones forestales en la provincia de Chota.

1.4.2. Objetivos especificos

- Determinar el volumen individual de arboles de Pinus patula de plantaciones

forestales a través del método de cubicacion rigurosa.

- Determinar las variables de inventario forestal de mayor importancia para el
modelamiento del volumen individual de &rboles de Pinus patula utilizando algoritmos de

inteligencia artificial.

- Aplicar diferentes algoritmos de inteligencia artificial y seleccionar el mejor para
estimar el volumen individual de arboles de Pinus patula de plantaciones forestales de la

provincia de Chota.
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CAPITULO II

MARCO TEORICO

2.1 Antecedentes

Senyurt et al. (2020) investigaron el uso de redes neuronales artificiales (ANN) como
herramienta para modelar la relacion entre el didmetro del tocén y el diametro a la altura del pecho
(DAP), con el objetivo de evaluar la capacidad predictiva de este enfoque en la estimacion del
DAP. Su estudio destaca el potencial de las ANN para mejorar la precisién en contextos donde las

mediciones directas del DAP no son viables.

Para llevar a cabo el estudio, se recopilaron 583 pares de daros correspondientes al didmetro
a la altura del pecho (DAP) y el didmetro del tocdn, distribuidos en 61 parcelas de muestreo de
Pinus nigra subsp. Pallasiana (pino de Crimea), ubicadas en el bosque experimental de CAKU
(Turquia). Los resultados del estudio evidencian que el potencial de las ANN para estimar con
precision esta relacion, destacando su utilidad en contextos donde el DAP no puede ser medido

directamente.

La creciente demanda de madera y sus derivados ha convertido a las plantaciones forestales
industriales en una actividad de alcance internacional. En el caso del Perd, desde inicios del siglo
XXI se han impulsado diversas iniciativas orientadas a fomentar el desarrollo de este tipo de
plantaciones. De acuerdo con (Guariguata et al., 2017), se calcula que en el pais existen entre 1 'y
2 millones de hectéareas con potencial para plantaciones forestales, dentro de un conjunto méas
amplio de aproximadamente 10,5 millones de hectareas que aun no han sido georreferenciadas. La
mayor parte de estas areas se localizan en las cuencas amazonicas andinas, lo que representa una

oportunidad estrategica para el desarrollo forestal sostenible. Un ejemplo destacado de este modelo
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exitoso en el pais es la plantacion forestal de Porcén, en Cajamarca, donde se proyecta transformar

importantes recursos forestales en una zona con alto valor agregado (Llerena et al., 2016).

Martins et al. (2019) realizaron una comparacion entre dos enfoques metodoldgicos
aplicados a la estimacién del volumen de eucalipto en Brasil. En dicho analisis, tanto el sistema de
inferencia difusa basado en redes adaptativas (ANFIS) como el algoritmo de Random Forest
demostraron una alta capacidad predictiva, permitiendo realizar estimaciones precisas sobre el
comportamiento volumétrico del bosque. Ambos métodos demostraron ser herramientas
complementarias con alto potencial para apoyar la gestion forestal, al ofrecer alternativas

confiables en el analisis y prondstico de variables en la gestion forestal.

El volumen de los arboles puede ser calculado mediante modelos de regresion lineal de
menor complejidad, como propuesto por Revilla et al. (2021) en su estudio sobre ejemplares de
bolaina (Guazuma crinita) de 31 meses de edad en la Amazonia peruana. En dicha investigacion,
se ajusto el modelo de regresion lineal de Schumacher y Hall, utilizando como variables predictoras
el diametro a la altura del pecho (DAP), medido a 1,3 metros sobre el nivel del suelo, y a la altura

total del arbol (H), con el fin de estimar el volumen (V).

Marques et al. (2014) demostraron que las redes neuronales artificiales pueden emplearse
eficazmente para estimar el volumen de &rboles con o sin corteza en plantaciones de eucalipto;
facilitando la formulacion de ecuaciones volumétricas con un costo operativo reducido. Por su
parte, Tian et al. (2022) y Martins et al. (2021) sefialan que el modelo de Random Forest presenta
una alta confiabilidad estadistica y resulta util para predecir el crecimiento y el rendimiento de
rodales forestales. Sin embargo, se ha observado que el desempefio de este modelo fue superior al
estimar el volumen de arboles en bosques naturales en comparacién con plantaciones forestales,
debido a ciertas limitaciones inherentes al algoritmo Random Forest. Aun asi, la implementacion
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de estas técnicas puede mejorar significativamente la precision en las estimaciones de volumen

forestal.

Jevsenak & Skudnik (2021) aplicaron el algortimo Random Forest (RF) para estimar y
analizar el incremento del area basal (BAI) en especies como Pinus sylvestris, Abies alba, Fagus
sylvatica y Quercussp. EI modelo fue entrenado utilizando un conjunto de 18 variables
independientes y un total de 15,580 registros provenientes del inventario forestal nacional (NFI)
de Eslovenia. Los resultados evidenciaron una alta precision en las predicciones, lo que confirma

la eficacia de esta técnica como herramienta avanzada para el analisis forestal.

Entre los estudios mas resientes sobre uso de técnicas de inteligencia artificial en
modelamiento forestal, destaca el desarrollado por Goycochea et al., (2022) quienes utilizaron
redes neurales profundas para estimar altura total de Guazuma crinita en plantaciones de la

Amazonia peruana en funcion de variables ambientales.
2.2 Bases teorico—cientificas
2.1.1. Modelamiento de volumen de arboles

El modelamiento volumétrico de los &rboles se basa en la estimacion del volumen
individual o grupal mediante la aplicacion de modelos o ecuaciones matematicas, las cuales
emplean como variables explicativas dimensiones facilmente medibles, como el didmetro y la

altura (Campos & Leite, 2007).

La importancia de obtener estimaciones precisas del volumen arbéreo en el contexto del
manejo forestal ha impulsado a los profesionales del sector a emplear modelos matematicos

previamente desarrollados. Estos modelos permiten calcular de manera eficiente tanto el volumen
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total como el volumen comercial de los arboles, utilizando variables de facil medicién como la

altura total y el didametro a la altura del pecho (DAP) (Galan et al., 2008).

2.1.2. Cubicacion rigurosa de arboles
Los modelos matematicos utilizando datos del volumen calculados por la medicion
completa de fustes de muestras representativas de arboles talados y cubicados de forma rigurosa.
La cubicacién rigurosa permite estimar el volumen total del fuste a través de la suma de los
volimenes de sus secciones individuales, determinados a partir de la aplicacion de las expresiones
matematicas de Huber, Smalian o Newton (Campos & Leite 2017); como se muestra en la siguiente

figura:

Figura 1
Representacion de la cubicacion rigurosa del fuste de un arbol.

2.1.3. Inteligencia artificial aplicada al modelamiento forestal

Guirado y Martinez (2021) sefialan que existen estrategias basadas en inteligencia artificial
(1A), las cuales se dividen en métodos supervisados y no supervisados. Los métodos supervisados
son los mas comunes y se caracterizan por requerir una base de datos etiquetada proporcionada por
el usuario para entrenar el modelo. Dentro del aprendizaje automatico, los enfoques supervisados
incluyen algoritmos como los K-vecinos mas cercanos, Random Forest (Rf), Support Vector
Machine, perceptrones multicapa y redes neuronales (redes neuronales convolucionales) y redes

neuronales.
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Poco a poco, el uso de la 1A va abriéndose camino en el sector forestal. Encontramos
desarrollos desde escalas de territorio hasta niveles celulares, tanto ligados a la gestion forestal
como en desarrollos industriales. A nivel nacional, algunas herramientas permiten identificar dafios

forestales por factores abidticos, como heladas tardias (Rodriguez et al., 2021).

El uso de la inteligencia artificial puede ayudar a realizar un inventario forestal en tiempo
real y detectar cambios en los usos del suelo (cortas, incendios, plagas, etc.) (Rodriguez et al.,
2021). De la misma manera menciona que las aplicaciones también sirven para el contexto urbano,
donde la visién artificial permite identificar, geolocalizar y etiquetar arbolado urbano con arboles.
La Inteligencia Artificial ya es una realidad en el sector forestal y nos ayuda en distintas escalas de

trabajo.

2.1.4. Random Forest como método de regresion.

El modelo de bosque aleatorio se compone de multiples arboles de regresion individuales,
cada uno entrenando a partir de muestras generadas mediante técnicas de bootstrapping sobre el
conjunto de datos original (Amat, J., 2020). Al concluir el proceso de entrenamiento, se obtienen
predicciones independientes de cada arbol, luego se combinan para generar una estimacion global

mMAas robusta y precisa.

La regresion de Bosque Aleatorio (RFR) representa una técnica flexible y eficaz dentro del
aprendizaje automatico, con aplicaciones en el ambiento forestal. Se ha utilizado e tareas como la
estimacion del didmetro del tronco de los arboles y el célculo de la biomasa aérea
(Diamantopoulou, 2022). Esta metodologia permite mejorar la precision de resultados, siendo una

herramienta valiosa para la gestion y el anlisis de recursos naturales.
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2.1.5. Support Vector Machine para regresion, aplicaciones en el sector forestal.

Es un método utilizado en clasificacion y regresion. Su objetivo es garantizar que los
cllsteres se separen mediante un vector de soporte que se ubique lo mas alejado posible de las
muestras, que de las propias muestras. Para ello, las observaciones se representan espacialmente a

través de un hiperplano que maximiza la separacion entre las clases.

La regresion mediante maquinas de vectores de soporte (SVM) se ha convertido en una
potente herramienta para estimar parametros forestales, especialmente en el contexto de los datos
obtenidos mediante escaneo laser aéreo y teledeteccion (Monnet et al., 2011). Este método resulta
especialmente ventajoso en entornos forestales heterogéneos, donde los modelos de regresion
tradicionales pueden tener dificultades (Ying et al., 2011).

2.1.6. Artificial Neural Networks (ANN): Estructura y entrenamiento de redes

neuronales para problemas no lineales
Caparrine (2015) define una Red Neuronal Artificial (RNA) como un modelo matematico
inspirado en el comportamiento biologico de las neuronas y en como se organizan formando la

estructura del cerebro.

Las RNA constituyen modelos computacionales inspirados en el funcionamiento del
cerebro humano, conformados por sistemas de procesamiento paralelo conectados mediante
estructuras dirigidas para el tratamiento eficiente de informacion. Cada nodo en la red representa
una unidad de procesamiento -0 neurona — capaz de recibir y transformar datos complejos (Coello

etal., 2015).

En el contexto forestal, el uso de RNA ha demostrado ser una alternativa prometedora en
frente a las técnicas de regresion tradicionales. Diversas investigaciones han validado su

aplicabilidad para tareas como la estimacion del volumen de arboles, la evaluacién del crecimiento
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y de la produccion forestal. Gracias a su capacidad de modelar matematicamente variables no
lineales y fendmenos complejos que escapan a los métodos convencionales y las RNA ofrecen un
gran potencial para mejorar la precision y eficiencia en el manejo de recursos naturales (Nunes et

al., 2010).

Las ANN también se han utilizado para estimar la biomasa aérea en bosques tropicales,
combinando datos obtenidos por teledeteccion con mediciones de campo. Un modelo desarrollado
en la Amazonia brasilefia logré un error de estimacion de aproximadamente el 20 % al integrar
indices de vegetacion como el NDVI, lo que demuestra la eficacia de las ANN en la cuantificacion

de la biomasa (Costa et al., 2023)

Las redes Neuronales Artificiales (RNA) ofrecen una mayor capacidad para describir con
precision la productividad promedio en extensas areas; que permiten la utilizacion de un gran
numero de variables. Esto se debe a su habilidad para incorporar un amplio conjunto de variables,
incluyendo factores topograficos, climaticos y fisiograficos, dentro de una misma red, lo que las
convierte en herramientas especialmente Utiles para realizar prondsticos de crecimiento y
produccion. Asimismo, en funcion de la cobertura y representatividad del muestreo, las redes
neuronales tienen la capacidad de simular escenarios asociados a la escasez hidrica o eventos de
sequia, permitiendo analizar su impacto potencial sobre el crecimiento o desarrollo de las especies

forestales valuadas (Flores et al., 2019).

Montafio (2002) resalta que, entre los distintos algoritmos de inteligencia artificial, las
Redes Neuronales Atrtificiales se posicionan como las influyentes en la actualidad, gracias a su
notable aplicabilidad en diversos contextos practicos. En afios recientes, esta técnica ha generado

un creciente interés entre expertos en estadistica y analisis de datos, quienes la han adoptado como
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una herramienta metodoldgica eficaz para la identificacion de patrones y la estimacion de variables

continuas.

Figura 2

Estructura de una red neuronal artificial
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2.1.7. Sobreajuste
El sobreajuste es el fendmeno en el que un modelo de aprendizaje automatico ajusta
demasiado los datos de entrenamiento, lo que impide generalizarlos a datos nuevos e inéditos. Esto
resulta en un rendimiento deficiente con los datos de prueba, ya que el modelo aprende ruido en

lugar de la distribucién subyacente (Gyqgi et al., 2023).

2.1.8. Evaluacion de modelos predictivos

La evaluacién del rendimiento de los modelos de aprendizaje automatico requiere el uso de
métricas estadisticas adecuadas, seleccionadas segun el tipo de tarea a analizar. Entre las mas

utilizadas se encuentran: la exactitud, que representa el porcentaje global de predicciones correctas;
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la precision, que valora especificamente la calidad de las predicciones positivas; la puntuacién F1,

que combina en equilibrio la precision y la capacidad de recuperacién de modelo (Geng, 2024).
2.3 Marco conceptual

2.3.1. VVolumen total del arbol
El volumen es una variable dasométricas que representa en unidades de metros cubicos
(m3), la cantidad de madera contenida en un arbol. Es fundamental para determinar la
disponibilidad de recurso maderable, facilitando la planificacion eficiente y promoviendo el

manejo sostenible de los recursos forestales (Augusto, 2009).

2.3.2. Diametro a la altura del pecho (DAP)

El didmetro a la altura del pecho (DAP), es una medida estandar utilizada en estudios
dasométricas para representar el grosor del tronco del arbol en pie(Li et al., 2023). Ferreyra (2005)
define como una medicién directa tomada a 1.3 metros sobre el nivel del suelo, siguiendo una
convencion ampliamente aceptada en el ambito forestal. EI DAP se registra incluyendo la corteza

del arbol.

2.3.3. Altura total

Solano (2013) establece que la altura de un arbol corresponde a la medida vertical que va
desde la base en el nivel del suelo hasta su punto mas alto del apice. Asimismo, sefiala que la altura
comercial se refiere a la distancia desde el suelo hasta el extremo superior de la Ultima seccion del

arbol que puede ser aprovechada comercialmente.

2.3.4. Forma del arbol
La forma del tronco de un arbol se caracteriza a traves del factor de forma, que influye en

la estimacion precisa del volumen. Este factor refleja las variaciones por diversos elementos como
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las condiciones de la calidad del sitio, el tipo de suelo, el clima, la especie, la edad y otras

caracteristicas (Oluwajuwon et al., 2024).

2.3.5. Variables predictoras

Las variables predictoras, también denominadas variables independientes, constituyen
fundamento estructural de los modelos de analisis, ya que proporcionan informacion relevante
sobre las relaciones entre los distintos puntos de datos. Son elementos clave que los investigadores
utilizan para interpretar y explicar el comportamiento de una variable dependiente (Espinoza,

2018).

2.3.6. Un modelo IA

Peter (2023) define que un modelo de inteligencia artificial es un marco computacional que
simula la inteligencia humana para realizar tareas como el razonamiento, el aprendizaje y la toma
de decisiones. Incorpora diversas técnicas de IA para resolver problemas reales y mejorar la

automatizacion en diversas areas de aplicacion.

2.3.7. Errores de prediccion

Un error de prediccion se define como la discrepancia entre el valor estimado de una
variable y su valor observado en la realidad. Esta diferencia puede originarse por multiples
factores, como la calidad deficiente de datos, fallos en el disefio o desempefio de los algoritmos; el
error de prediccion simple una funcién critica como el mecanismo de retroalimentacion,

contribuyendo al ajuste y mejora de los modelos aplicados (Tronson, 2020).

2.3.8. Validacion cruzada
La validacion cruzada es un método estadistico empleado para medir la eficacia de los
modelos predictivos. Esta técnica se basa en la particién del conjunto de datos en varios

subconjuntos utilizada para evaluar el rendimiento de los modelos predictivos. También permite
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estimar de manera robusta el error de prediccion y seleccionar los modelos méas adecuados en

funcién de su capacidad de generalizacion (Wager, 2019).

2.3.9. El sobreajuste

El sobreajuste es un problema en el aprendizaje automatico, donde un modelo logra una
precision perfecta en su conjunto de datos de entrenamiento, pero resulta un rendimiento deficiente
con datos inéditos. Esto resulta en una mayor complejidad, mayores costos computacionales e

inestabilidad en el rendimiento del modelo (Rabin et al., 2024).

2.3.10. El error cuadréatico medio (RMSE)

El error cuadratico medio (RMSE) es una métrica estadistica utilizada para medir la
precision de los modelos predictivos. Su funcion consiste en cuantificar la diferencia entre los
valores estimados por el modelo y los valores reales observados. Se calcula como la raiz cuadrada
del promedio de los cuadrados de los errores; lo que hace esta medida sea particularmente sensible
a errores de gran magnitud debido al efeto de elevar cuadrados. La sensibilidad convierte al RMSE
en una herramienta Gtil para detectar desviaciones significativas y mejorar el ajuste de modelos en

analisis forestales (Hodson., 2022).
2.3.11. Error Absoluto Medio (MAE)

El Error Absoluto Medio (MAE) es un método para medir la precisién de los modelos de
prondstico. Representa el error promedio entre los valores predichos y los valores reales, otorgando
la misma ponderacion a todos los puntos de datos para una evaluacion intuitiva de la precisién

general de la prediccién (Suryanto & Mugtadir., 2019).
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2.3.12. Coeficiente de determinacion (R?)

El coeficiente de determinacion (R2) mide la bondad de ajuste de los modelos lineales e
indica la proporcion de varianza en la variable dependiente explicada por las variables
independientes vy se utiliza ampliamente en la regresion lineal para la seleccion e interpretacion de

modelos (Bonghee., 2023).
2.2. Hipotesis

HO: Todos los algoritmos de inteligencia artificial utilizados son estadisticamente similares
y significativos para estimar el volumen de arboles de Pinus patula de plantaciones forestales de

la provincia de Chota.

H1: Por lo menos un algoritmo de inteligencia artificial utilizado es estadisticamente
superior para estimar el volumen individual de arboles de Pinus patula de plantaciones forestales

de la provincia de Chota.
2.3. Operacionalizacion de variables

Tabla 1
Operacionalizacion de variables

Instrumento Escala de

Variable Concepto Dimensién Indicador . .
de medicion medicion

Volumen
maderable  del
Volumen de fuste de los Volumen total

, , . wincha
arboles de P. arboles de pino del fuste de los Volumen . y m3
i . forcipula
patula determinado por arboles.
cubicacion
rigurosa.
. Dimensiones de Dimensiones  Altura Total Hipsémetro m
Caracteristicas Y
L las dasométricas  Altura .,
dasomeétricas. Hipsdmetro m

caracteristicas de los arboles. dominante
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dasométricas de

los
(DAP,
H, HD).

arboles
DAPD,

DAP

Densidad de
plantacion

Edad

Altitud

forcipula o
cinta
diamétrica
Conteo de
arboles  por
unidad  de
area
Entrevista
GPS 0
Modelo
digital de
elevacion

cm

arb/ha

afos
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CAPITULO Il

MARCO METODOLOGICO

3.1 Tipo y nivel de investigacion

La investigacion fue de tipo descriptiva porque se han medido y colectados datos de
volumen de arboles para posteriormente testar y determinar el mejor modelo de para estimacion

del volumen individual de arboles de Pinus patula (Hernandez & Mendoza, 2018).

Por naturaleza del estudio, esta investigacion se enmara dentro de un nivel basico, dado
que se centro en el analisis comparativo y en la determinacion de correlaciones entre variables
especificas, con el proposito de identificar patrones y relaciones significativas dentro del contexto

evaluado.
3.2. Disefio de la investigacién

Se empled el disefio no experimental, las variables no se manipularon, solo se tuvo en
cuenta la distribucion, edad y tamafio de los arboles en las plantaciones forestales, a partir de las
cuales se determino el volumen real y posteriormente se utilizé y selecciond el mejor algoritmo de

inteligencia artificial para estimacion de este (Hernandez, 2014).
3.3. Meétodos de investigacion
3.3.1. Area de estudio

La presente investigacion se desarrollé en la provincia de Chota, situada en la regién andina
del norte del Perd. Su capital esta ubicada en la meseta de Acunta, a una altitud de 2,388 metros
sobre el nivel del mar, y se encuentra aproximadamente 150 km al norte de la ciudad de Cajamarca

0 a 219 km al este de Chiclayo, departamento de Lambayeque. Geograficamente, se localiza entre
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las coordenadas 6° 33' 42" Latitud Sury 78° 38' 56" Longitud Oeste; las plantaciones forestales de
Pinus patula consideradas en este estudio se distribuyen principalmente en los distritos Chota,
Conchan, Chalamarca, Chiguirip, Lajas, Huambos, Tacabamba, Llama y Querocoto dentro de un

rango altitudinal que va desde los 2367 hasta 3478 metros sobre el nivel del mar.

Figura 3
Ubicacion de area de estudio, en la provincia de Chota, zona central de la regién Cajamarca,
norte de Peru.
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3.3.2. Trabajo de campo
a. Localizacion y delimitacién de parcelas

Las plantaciones forestales fueron localizadas de forma preliminar utilizando la plataforma

Google Earth, consultas a especialistas, pobladores locales, y visitas de campo.

En cada plantacion evaluada, fueron localizadas al azar una o méas parcelas, las cuales
fueron delimitadas estableciendo un primer vértice (V1) y luego utilizando una wincha fueron
medidos los cuatro lados de 20 m de distancia, formando un cuadrado con la ayuda de una brdjula.
Fueron establecidos los vertices 2 (V2), 3 (V3) y 4 (V4) en sentido antihorario, iniciando con el
azimut 0° N, conformando una parcela cuadrangular de 400m?en la que se midieron entre 45y 55

arboles. Los vértices de cada parcela fueron georreferenciados con GPS (figura 5).

Figura 4
Delimitacion de parcelas de inventario forestal, con area de 400 m? (20m x 20m), en las

plantaciones de Pinus patula
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b. Inventario

Fueron medidos el 100% de los arboles de las parcelas, el didmetro a la altura del
pecho (cinta diamétrica), altura total (H) utilizando el nivel Abney, ademas fueron
registrados los cuatro arboles dominantes de cada parcela considerando el procedimiento
establecido por Hart (1928). Los datos fueron registrados en el formato de inventario (tabla

2).

Tabla 2
Formato para registrar de los arboles inventariados

Lugar:

N° de parcela: Fecha de plantacion:

Este:
Coordenadas
Norte:

N° de arbol DAP (cm) H (m) HD (m) Observacion

c. Tabulacion de datos y distribucion diamétrica

Los datos del inventario forestal fueron procesados mediante su digitalizacion y
organizada en una hoja de célculo de Microsoft Excel, lo que permitio su sistematizacion
para facilitar el analisis estadistico y posterior a ello fue determinada la distribucién
diamétrica en la que se calculd en el numero de clases (F1) y la amplitud de clases (F2).
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k=14 3.322 x log (N) (F1)

C = dapmax ; dapmin (FZ)

Donde: k= numero de clases, N=numero total de arboles inventariados, C=amplitud

de clases, dap,,qax Y dapmin €l didmetro méximo y minimo respectivamente.
d. Cubicacion rigurosa de arboles

Preliminarmente fueron cubicados rigurosamente 122 arboles distribuidos de forma
proporcional en todas las clases diamétricas determinadas y aleatoriamente en todas las
parcelas o plantaciones inventariadas, en seguida fueron aplicadas la formula del volumen
de un cilindro (F3) para el tocén, formula de Smalian (F4) para la secciones intermedias y
formula del volumen de un cono (F5) para la punta del fuste; finalmente el volumen de cada
arbol fue calculado por la sumatoria sucesiva del volumen de cada seccion cubicada (F6) ,
luego a partir de estos datos fue ajustado el modelo volumétrico propuesto por Schumacher
and Hall (1933) con la finalidad de calcular el tamafio de muestra (F7) representativo de los

arboles que deberian ser cubicados.

Vsi=S, XL (F3)
Sg + S
Vsi = % X L (F4)
So XL
Vsi= = (F5)
3
v=Vs;+ Vs, +- ..+ Vs,_1+Vs, (F6)
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_tE(CV)?

5002 (F7)

Donde: Vsi = volumen de la seccion de cada arbol(m®), S, + S; = érea de las
secciones transversales menor y mayor (m?), L = longitud de la seccion (m), v= volumen de
cada arbol (m®), Vs, hasta Vs,, = volumen de cada seccion cubicada del fuste desde la seccion
1 en la base hasta la seccion “n” en la punta del arbol, n = nimero de arboles cubicados, t =
valor tabular de t de Student, CV =con eficiente de variacion del volumen, E%= error de

muestreo admitido.
3.3.3. Ajuste y seleccion de modelos

Los datos de cubicacion rigurosa fueron digitalizados, sistematizados y verificados
en una planilla de Microsoft Excel, organizados por numero de arbol, didmetro a la altura del

pecho, altura total, altura dominante y volumen.

Fueron probados un modelo de regresién y tres algoritmos de inteligencia artificial,
Random Forest (RF), Support Vector Machine (SVM) y Redes Neuronales Artificiales
(RNA). Para el ajuste de modelos, la base de datos fue dividida en datos de entrenamiento o

prueba (70%) y datos de validacién (30%).
a. Regresion

Se emple6 el modelo intrinsecamente linealizado de Schumacher (ecuacion 8).
V= By xdapPr x HPF’ Ecuacion 8

Donde: v= volumen total del arbol, dap= diametro normal, H= altura total, Ai=

parametros
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b. Random Forest

El algoritmo Random Forest desarrollado por Breiman (2001) compuesto por un
conjunto de arboles de regresion construidos aleatoriamente y agrupados en particiones con
valores similares para la variable de respuesta, fue aplicado sobre los datos entrenamiento
utilizando como variable de respuesta el volumen de los arboles (m®) y como variables
explicativas el dap (cm) y altura total (m). Como criterio de parada fueron definidos 500

arboles de regresion y la minimizacion del error de la variable estimada.
c. Suport Vector Machine

Campos (2016) define este algoritmo de aprendizaje automatico supervisado se ha
mostrado altamente eficiente en la segmentacion de datos lineales y no lineales. El
procedimiento de construccion de vectores basado en un proceso de aprendizaje automatico
estadistico ha sido detallado por (Haykin, 2001) y (Christmann & Van, 2008). La aplicacion
de este modelo se basé en determinar la dependencia del volumen de los arboles en relacion
con las variables independientes dap y altura total. El criterio de parada se baso en la

minimizacion del error de la variable estimada.
d. Redes Neuronales Artificiales

Las RNA son sistemas que procesan informacion intentando replicar el
comportamiento del cerebro humano desarrolladas por autor el cientifico Frank Rosenblatt,
inspirado en el trabajo de Warren McCulloch y Walter Pitts cre6 el Perceptron, la unidad
desde donde naceria y se potenciarian las redes neuronales artificiales. Una red neuronal

tiene la capacidad de aprender a partir de los datos, lo que le permite ser entrenada para
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identificar patrones, realizar clasificaciones y efectuar predicciones sobre eventos futuros

(Castaneda et al., 2023).

El entrenamiento y validacion de los modelos fue realizado en el software R version
4.4.1, utilizando la funcién de nls del paquete base de R para el modelo de regresion, el
paguete Random Forest (Liaw & Wiener, 2002) para el algoritmo RF, el paquete e1071
(Meyer et al., 2024) para Suport Vector Machine y el paquete Neuralnet (Fritsch et al. 2019)

para RNA.

La seleccion del modelo mas adecuado se fundament6 en el andlisis integral de
diversos indicadores estadisticos que permitieron valorar su capacidad predictiva. Entre estos
se consideraron el coeficiente de determinacion (R?), la suma de los cuadrados de los errores,
el error porcentual, el error absoluto (MAE), el coeficiente de correlacion (r) y la raiz del
error cuadratico medio (RMSE), los cuales proporcionaron criterios objetivos para comprar
la precision y eficacia de los modelos aplicados. Ademaés, se complement6 el analisis con
representaciones graficas de los residuos y comparaciones entre los valores estimados y los
observados, lo que permitié validar la precision y consistencia del modelo seleccionado

(Campos & Leite, 2017).
3.4. Poblacién, muestra y muestreo
3.4.1. Poblacion

La poblacion evaluada de esta investigacion comprende un total de 21 plantaciones
de Pinus patula distribuidas en la provincia de Chota, las cuales presentan distintas edades

de desarrollo. Estas areas forestales abarcan una superficie total de 41.53 hectareas.
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3.4.2. Muestra

El tamafio de la muestra fue determinado aplicando la formula F7. Considerado un
error de muestreo del 20% (E%), primero para realizar la instalacion de parcelas de medicién
en la que fueron medidos un total de 1005 arboles y luego se determind el tamafio de la
muestra de los arboles que deberian ser cubicados, calculado en 122 arboles, que representa

el 12.14 % de la poblacién total de arboles inventariados.
3.4.3. Muestreo

La presente investigacion se desarrolld utilizando un disefio de muestreo
estratificado, dado que se consideraron especies distribuidas en distintos rangos altitudinales,
edades y ubicaciones geograficas. Dentro de cada estrato definido, la seleccion de las
unidades maestrales se realizé de forma aleatoria, garantizando asi la representatividad y

reduciendo posibles sesgos en la recoleccion de datos.
3.5. Técnicas e instrumentos de recoleccion de datos
3.5.1. Técnicas de recoleccion de datos

La recoleccién de datos se llevé a cabo mediante una fase inicial de observacion en campo,

seguida de mediciones directas a través de un inventario forestal realizado en parcelas

permanentes. Posteriormente, los datos de volumen fueron obtenidos mediante procedimientos de

cubicacién precisa de arboles, garantizando asi la fiabilidad de la informacion utilizada en el

analisis.

3.5.2. Instrumentos para recoleccion de datos

Formularios de campo, paja rafia, cinta métrica, spray, jalones y equipos de medicion como

GPS, Wincha, forcipula y Nivel Abney.
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3.6. Técnicas de procesamiento y analisis de datos

Los datos del inventario forestal fueron organizados y procesada mediante su digitalizacion
en hoja de célculo Microsoft Excel, lo que permitié estructurar los datos de manera ordenada para
su analisis estadistico y modelacion, luego fue calculado la distribucion diamétrica de arboles y
finalmente determinado el tamafio de la muestra de los arboles que fueron cubicados

rigurosamente.

Todos los datos de cubicacion fueron procesados de acuerdo a las formulas detalladas

previamente y la base de datos fue organizada tal como se detalla en la tabla 3.

Tabla 3
Base de datos para el modelamiento del volumen individual de arboles

N° Volumen DAP HT (m) HTDOM Edad
1

2

122

Donde: DAP= Diametro a la altura del pecho; HT=altura; HTDOM= altura dominante; S=

indice de sitio.

Previo a la configuracion de algoritmos y modelamiento, fue determinada la normalidad de
los datos mediante la prueba de Kolmogorov-Smirnov. Asi mismo se determind el coeficiente de

correlacién de Pearson entre todas las variables.

La evaluacién de cada algoritmo en la estimacion del volumen individual de los arboles fue
evaluada el conjunto de datos de validacion, mediante el célculo de diversos indicadores

estadisticos:
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s+ Coeficiente de correlacion (r) se emplea como indicador estadistico para
determinar el grado de asociacion entre los valores observados y los estimados. Esta
métrica permite evaluar la fuerza y direccion de la relacion lineal entre ambas variables,

siendo fundamental para validar la precision del modelo en términos de ajuste predictivo.

Sy EGi-0GI-Y)
Y88y, JCxi-x))Chi-y)?

Ecuacion 09

Donde: yi = datos observados del volumen y xi = datos del volumen estimado por el

modelo.

% Coeficiente de determinacion (R?) fue utilizado como indicador para
cuantificar el grado en que cada algoritmo logra explicar la variabilidad observada en los
datos. Esta métrica permite evaluar la capacidad explicativa del modelo, expresada en
términos porcentuales, y constituye un criterio fundamental para valorar su desempefio
en la estimacion del volumen arboéreo.

2 .,
B Yy, — 9:i) Ecuacion 10

RZ =1 .
Zi(yi _}-I)

Donde: y,= dato observado, §;= dato estimado, y = promedio de los datos

observados.

% Error medio absoluto (MAE) permitio evaluar de manera general la varianza

del error.
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MAE — Yicilyioxil Ecuacion 11
Donde: MAE = error medio absoluto, y; = dato estimado, x; = dato observado y n =
numero total de observaciones.
% Raiz del error cuadratico medio (RMSE) se emplea como una métrica
estandar para evaluar el rendimiento de los modelos predictivos, ya que permite

cuantificar la desviacion promedio entre los valores observados y los estimados.

2 Ecuacion 12
?zl(Yi - Yi)

n

RMSE =

Donde: Y, = valores estimados, Y; = valores observados y n = ndmero de

observaciones.
< El error porcentual (E%) se obtiene a partir de la diferencia entre los valores
observados y estimados del volumen, y permiten evaluar la precision relativa del modelo.
Esta métrica expresa el grado de desviacion en términos porcentuales, facilitando la

comparacioén entre distintos algoritmos o enfoques de estimacion.

X Ecuacion 13
Yi— Yi
E(%) = TlOO

Donde: Yi = valor observado en campo de la variable dependiente, Yi = valor estimado

por el modelo.
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Asi mismo se realiz6 la verificacion de los supuestos estadisticos asociados al analisis de
residuos. La normalidad de los errores fue evaluada mediante la prueba de Kolmogoérov-Smirnov,
mientras que la homocedasticidad se analizé utilizando la prueba de Breusch — Pagan. Por otro
lado, la independencia de los residuos fue determinada a través de la prueba de Durbin-Warson,

con el fin de garantizar la validez de los modelos aplicados en la estimacion volumétrica.

Complementariamente, se realizaron analisis graficos que incluyeron la dispersién de los
residuos, la distribucion de sus frecuencias y la comparacion entre los valores estimados y los

observados, con el fin de validar la consistencia y precisién del modelo ajustado.

3.7. Aspectos éticos

La presente investigacion no implicd la participacion directa de seres humanos ni de
animales en sus experimentos. La informacion recabada de los pobladores, obtenida mediante
consultas, sera utilizada exclusivamente para los fines establecidos en este estudio, respetando los
principios éticos de confidencialidad y consentimiento informado. Finalmente, la presente

investigacion se desarrollé garantizando el uso adecuado de datos.
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CAPITULO IV.

RESULTADOS Y DISCUSION

4.1. Informacién general de las plantaciones inventariadas

El inventario forestal se realizd en 21 plantaciones distribuidas en la provincia de Chota y
en cada plantacién se instalo una parcela de medicion, siendo inventariados un total de 1005

arboles cuyas estadisticas descriptivas se muestra a continuacion:

Tabla 4
Estadisticas descriptivas de las variables dasométricas del inventario forestal

Variable Minimo Promedio Mediana Maximo Desviacion Coefiente de

estandar Variacion
dap 3.9 20.8 20.4 46.3 7.02 33.75%
h 4.6 15.0 15.0 37.2 3.57 23.80%
hd 11.8 18.36 19.10 23.98 2.95 16.07%
Altitud 2367 2979 3123 3478 378.56 12.71%

Nota: dap: didmetro a la altura del pecho medido a 1,30 m sobre el nivel del suelo, h: altura total,

hd: altura dominante.

A partir de la aplicacion de la formula de Sturges (F1) se determinaron 11 clases diamétricas y
una amplitud de clase (F2) de 3.85 cm. Para facilitar nuestro trabajo, fue definida una amplitud
de clases de 4 cm, resultando en una distribucion diamétrica con 11 clases tal como se muestra

en la figura 5a.
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Figura 5
Gréfico de frecuencias de los arboles inventariados, a) distribucion de frecuencias del dap, b)
distribucion de frecuencias de h.
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En relacion a la distribucion de los datos, los resultados del test de normalidad de Kolmogoroy-
Smirnov (HO: Los datos provienen de una distribucion normal) aplicado a los datos de dap y h
provenientes del inventario forestal muestran que no existe evidencia estadistica para rechazar la
hipétesis nula (p-valor > 0.005) por lo tanto se asume que los datos provienen de una distribucién

normal (Tabla 5, figura 6).
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Tabla 5
Resultados del test de normalidad de Kolmogérov-Smirnov en datos de inventario

Kolmogo6rov-Smirnov

Variables Estadistica D p-valor
DAP 0.038511 0.1015
h 0.028515 0.3873

Figura 6
Normal Q-Q plot para los datos de dap y h provenientes del inventario forestal

dap (cm) h

401

304 (@)

301

20+

104

Quantiles datos de inventario

o

¢

o
o
=
o4

Quantiles tedricos

54



Tabla 6
Resumen de las variables dasométricas de los arboles cubicados

Variables dap h hd vol altitud
Min 4.8 5.88 15.97 0.0061 2404
Promedio 21.4 15.43 19.27 0.2757 2972
Mediana 20.4 15.38 19.20 0.1826 3142
Max 44.9 23.6 23.98 1.5827 3303
Desviacion estandar 8.70 3.69 2.17 0.2787 358
Coeficiente de variacion ~ 40.67% 23.91% 11.26% 97.93% 12.04%

Los valores minimos y maximos de las variables que se muestran en la tabla 6, esta misma se

relaciona con los datos del inventario en la tabla 4.

Figura7
Gréfico de frecuencias de 122 arboles cubicados rigurosamente a) diametro de frecuencia del

dap, b) distribucion de frecuencias de h
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Del mismo modo, se realizo la verificacion de la normalidad de los datos provenientes de arboles
cubicados rigurosamente, los resultados del test de normalidad de Kolmogorov-Smirnov (HO: Los
datos provienen de una distribucion normal) muestran que no existe evidencia estadistica para
rechazar la hipotesis nula (p-valor > 0.05) por lo tanto se asume que los datos provienen de una

distribucion normal (tabla 7; figura 8).

Tabla 7
Resultados del test de normalidad de Kolmogorov-Smirnov en datos de arboles muestra

Kolmogorov-Smirnov test

Variables
Estadistica D p-valor
DAP 0.070441 0.5802
h 0.04162 0.9841

56



Figura 8

Normal Q-Q plot para los datos de dap y h provenientes del inventario forestal
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Figura 9

Correlacion de Pearson de la variable dependiente (volumen) y variables independientes

analizadas.
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Nota: Valores en tono azul representan correlacion positiva y por lo contrario en tonalidad roja

representan correlacion negativa.

El volumen presenta correlacion positiva muy fuerte con el dap y h, asi como correlacion

positiva fuerte con hd, evidenciando que, a mayor dimensién de los arboles y mejor calidad de
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sitio, se espera mayor volumen de arboles; contrariamente el volumen presenta correlacion

negativa pero baja con la altitud, por tanto, a medida que las plantaciones de Pinus patula se

instalen a mayores altitudes el volumen de los arboles tendera a disminuir.

Debido a la baja correlacion del volumen y los datos de localizacion geografica (este,

norte), estas variables fueron descartadas del proceso de entrenamiento del modelo.

Figura 10

Vista tridimensional de la relacion volumen, dap y altura total de los arboles cubicados
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Nota: Los puntos en el grafico representa los 122 arboles cubicados rigurosamente; eje x (DAP,

cm): El didmetro a la altura del pecho, eje Y (altura total, m): La altura total del arbol.

Eje Z (Volumen, m3): El volumen real de los &rboles determinado por cubicacion rigurosa.
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Tabla 8

Estadisticos de bondad de ajuste de modelos entrenados

Modelo Coeficientes R? RMSE MAE Ry
Bo = 0.00004656 0.9588 0.0799 0.0404 0.9794
S&H B, = 1.8158
B, = 1.0473
RF 0.9253 0.1255 0.0540 0.9619
SVM 0.8956 0.1925 0.0868 0.9464
RNA 0.9523 0.0881 0.0416 0.9759

La tabla 08 muestra las estadisticas de bondad de ajuste de los modelos utilizados, SVM

fue el algoritmo de menor desempefio, con un R?= 0.8956, mayor RMSE y MAE, y a su vez menor

correlacion entre los valores estimados y valores observados. Por otra parte, de entre los tres

algoritmos entrenados y validados, RNA resulto superior, ligeramente por debajo del modelo S&H,

cuyo R? fue de 0.9588.
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Figura 11
Comparacion de las estadisticas de bondad de ajuste calculados con datos de entrenamiento

(barra negra) y datos de validacion (barra blanca) de los cuatro modelos ajustados.
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Nota: Redes Neuronales artificiales (nnet), Random Forest (rf), Schumacher & Hall (S&H) y super

vector machine (svm).
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En cada uno de los graficos estd compuesto por Eje Y (muestra el valor de la estadistica) y en el
Eje X (muestra el modelo).

Las estadisticas que muestran la eficiencia de cada modelo calculados utilizando los datos
de entrenamiento y validacion se muestran en la figura 11. La barra blanca corresponde a la
estadistica determinada con los datos de validacion, iguales a los mostrados en la tabla 8; la barra
negra corresponde a la estadistica calculada con los datos de entrenamiento. La seleccidn del mejor
modelo fue determinada considerando las estadisticas de bondad de ajuste calculadas con los datos

de validacién (test), conforme a lo recomendado por Campos & Leite (2017).
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Figura 12
Comparacion de las estadisticas de bondad de ajuste calculados con datos de entrenamiento y

datos de validacion de los cuatro modelos ajustados.
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En el eje X se muestra el valor el volumen observado de los arboles y en el eje Y el valor del

volumen estimado por los modelos.
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En esta figura se puede observar que RF y SVM tienden a subestimar el volumen de los
arboles de mayor volumen, especialmente aguellos mayores a 1m3, también se observa el

comportamiento altamente similar entre ANN y el modelo de S&H.

Tanto ANN y S&H subestiman el volumen de los arboles mayores a 1.5 m?, lo cual se debe

principalmente a que existen pocos datos de arboles con volumen superior a 1.3 m?,
4.2. Contrastacion de hipotesis

Al comparar las métricas de bondad de ajuste de los algoritmos utilizados, todos los
modelos de inteligencia artificial son estadisticamente diferentes, por tanto, a pesar que todos los
algoritmos se mostraron eficientes (R? > 0.89) el algoritmo de Redes Neuronales Atrtificiales se
mostro estadisticamente superior que Random Forest y Support Vector Machine, por lo tanto,

existen evidencias estadisticas para rechazar HO.
4.3. Discusion de resultados
Informacion general

Todas plantaciones de la provincia de Chota que formaron parte de este estudio fueron
georreferenciadas e inventariadas. En estas, se evidencié homogeneidad en las parcelas, aptas para
estudios posteriores; se instalaron 21 parcelas permanentes de monitoreo con area de 400 m?
consideradas eficientes y de costo reducido (Campos & Leite, 2017). Del mismo modo, los datos
de volumen obtenidos del muestreo de arboles cubicados rigurosamente, necesarios para aplicar a

los algoritmos de inteligencia artificial, permitieron obtener resultados satisfactorios.

Las plantaciones de Pinus patula de la provincia de Chota se encuentran en un amplio rango
de distribucion diamétrica, verificado a través del coeficiente de variacion de 33,75% el cual es

considerado alto nivel de variacion dentro de las masas forestales y a su vez es un indicativo de
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manejo silvicultural de las plantaciones, principalmente falta de podas y raleos, cuyas practicas
tienen efectos inmediatos y a corto plazo en el crecimiento y homogeneidad de bosques y

plantaciones (Bhandari et al., 2024).

El principal objetivo de determinar la distribucion del dap en la planificacion de manejo
forestal es la caracterizacion de las masas forestales a nivel de arbol (Rijal & Sharma, 2024). La
informacion a nivel de arbol es necesaria, por ejemplo, en las simulaciones de crecimiento cuando
se aplican modelos a nivel de arbol (Liu et al., 2025), directamente relacionado al objetivo del
estudio. La cubicacion rigurosa es una técnica fundamental para determinar el volumen de la
madera en los bosques, principalmente basada en ajuste de modelos de redes neuronales, asi
mismo, es utilizada en estudios dasométricas, que permite determinar el volumen de secciones

individuales de los arboles, lo cual finalmente se obtiene el volumen total (Guzman et al., 2020).

A pesar del amplio rango de variacion observado, especialmente en el dap, los promedios
de dap y h obtenidos, muestran que el crecimiento de las plantaciones en las provincias de Chota
es bueno. Los resultados estadisticos confirman que, en el area de estudio, Pinus patula tiene un

comportamiento normal en la distribucién de dichas variables.

(Castillo et al., 2018) detalla que el dap y v son altamente variables, lo cual resulta
fundamental para la toma de decisiones en el manejo de plantaciones forestales. Estos pardmetros
son clave en el desarrollo de modelos de crecimiento, la caracterizacion estructural del rodal, la
estimacion del rendimiento maderable y la determinacion de la altura de los arboles, con el
propdsito de evaluar la calidad de sitio. La variabilidad en el diametro a la altura del Pecho (DAP)
y el volumen de los arboles en las plantaciones forestales del Pert se debe a una combinacion de

factores ambientales, edaficos, genéticos y de manejo forestal (Guariguata et al., 2017).
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Las 21 parcelas inventariadas en este estudio permitieron obtener datos de diametro y altura
de 1005 arboles, cuya validacion fue realizada mediante el muestreo destructivo de mas del 10%
de ese total, asegurando que el error de medicion, principalmente de la altura total, ha sido minimo,

indicador de que el equipo de medicién ha sido utilizado correctamente.

Carrefio et al. (2023) analizaron que la relacién entre DAP vy la altura en 21 especies. Se
identifico que la variabilidad en el DAP puede ser mas sensible a factores externos, como el manejo

forestal, en comparacion la altura que tiene a ser una variable mas conservadora en su crecimiento.

Los sitios de plantaciones tienen caracteristicas similares y que a su vez serian favorables
para el crecimiento de pino lo cual confirma que la alta variabilidad del dap y vol se deben
principalmente al manejo y probablemente a la procedencia genética, el nivel altitudinal también
tiene poca variacion, lo cual indica que todo el rango altitudinal en el que estan distribuidas las

plantaciones y estan adecuadamente representadas en la muestra colectada.

La especie Pinus patula, se ha convertido en uno de los principales factores de controversia
en la sierra peruanay la provincia de Chota no es ajena a esa realidad; por presentar una resistencia
ambiental a su expansion a nivel de plantaciones maderables. Sin embargo, los resultados aqui
mostrados permiten afirmar que esta especie tiene potencial competitivo, pudiendo convertirse en
una opcién de desarrollo econdmico a nivel de pequefio productor o empresas forestales, para lo
cual es crucial que toda la cadena productiva sea constantemente monitoreada y guiada por

profesionales capacitados, con especial énfasis en la aplicacién de podas y raleos.

Segun Hernandez et al. (2018) el coeficiente de correlacién de Pearson ocurre cuando se
da para estudiar la relacion (o correlacion) entre dos variables; por ejemplo, la relacion entre la

variable dependiente que es el volumen y la altura como independiente. Este coeficiente
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proporciona un resumen numérico que va de -1 a +1, donde cada punto final representa una relacion

lineal perfecta, ya sea negativa o positiva.

La variacién de las condiciones edéaficas y climaticas a lo largo de los gradientes
altitudinales influye directamente en las especies forestales, afectando sus funciones fisioldgicas,
disminuyendo su crecimiento y altura conforme aumenta la altitud. Las especies forestales
tropicales pueden desarrollarse dentro de rangos altitudinales y edafoclimaticos amplios o
restringidos. Como resultado, en zonas mas elevadas predominan arboles de menor tamafio, con
multiples fustes, usualmente retorcidos, y una elevada proporcién entre el diametro del tronco y a

la altura de la copa. (Murga et al., 2021).

En la tabla 8 se identifica que el modelo de S&H resulta ser el méas efectivo en este caso,
ya que tiene el mejor equilibrio entre las métricas (alto R?, bajo error y alta correlacion), La RNA
es la segunda mejor opcidn, mostrando resultados muy similares a la regresion, el modelo RF tiene
un desempefio razonable, pero algo inferior y el modelo SVM tiene el peor desempefio, con los
mayores errores y la menor correlacion; el entrenamiento del clasificador RF con solo 50 arboles
pudo haber limitado su capacidad de capturar patrones complejos, el rendimiento de RF en los
conjuntos de muestreo del 60 %, 80 % y 100 % no mostré diferencias significativas lo cual el
modelo alcanz6 su capacidad maxima de aprendizaje con el 60 % de los datos. EI desempefio del
modelo SVM fue superior al de RF, especialmente en conjuntos de datos equilibrados y el
rendimiento de SVM se estabiliz6 al utilizar el 60 % del tamafio total de las muestras, lo que
implica que este algoritmo puede ser mas eficiente en el uso de datos y menos dependiente de

tamafios grandes de muestra (Garzén et al., 2023).

La decision de ajustar y aplicar el modelo de volumen de Schumacher-Hall a los modelos

de razon de volumen fue porque este modelo se ha ajustado exitosamente. En la figura 11 a muestra
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la comparacion de R?, abarcando el cuanto de la variabilidad de los datos son explicados por el
modelo de Schumacher-Hall; los valores de la Tabla 8 refiere que la barra en blanco son datos de
validacion; se ha hecho un ajuste del modelo, se ha divido los datos en un 70 % ajuste o
entrenamiento y en un 30 % de datos de validacion. Con ambos conjuntos de datos se ha calculado
cada una de las estadisticas y se observa que para el R? la barra negra es alta y mas baja para las

otras variables.

Finalmente decimos que los valores de las estadisticas tanto de estimados y observados se
dice que R? es el porcentaje que el modelo explica la variabilidad de los datos y todos estan sobre
el 90 %. También tenemos: R?: en este caso se analiz6 que mientras menor sea el valor, el modelo
es mejor y MAE: se dice que mas bajo el error el modelo es mejores, concluimos que la red

neuronal como el modelo de Schumacher-Hall son més buenos ya que el modelo RF.
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CAPITULO V

CONCLUSIONES Y RECOMENDACIONES

5.1 Conclusiones

R/
A X4

X/
°e

X/
°e

L)

El volumen de los arboles se determina con valores que van desde 0.0061 m?3 hasta 1.5827
m3. El promedio (0.2757 m3) y la mediana (0.1826 m3) son significativamente menores que
el valor maximo, lo que indica la presencia de algunos arboles con un volumen mucho
mayor que la mayoria. La desviacion estandar es relativamente alta (0.2787 m3), lo que
refleja la variabilidad en los tamafios de los arboles.

Nuestros resultados determinaron que las variables mas importantes para estimar el
volumen son altura, diametro, altura dominante y altitud.

La eleccidn del modelo més adecuado se fundamentd principalmente en el analisis de las
estadisticas de bondad de ajuste obtenidas a partir de los datos de validacion. Para la
estimacién del volumen individual de &rboles de Pinus patula en plantaciones forestales de
la provincia de Chota, se emplearon diversos enfoques, entre ellos los algoritmos Random
Forest (RF), Support Vector Machine (SVM) y Artificial Neural Network (ANN), asi como
el modelo tradicional de Schumacher & Hall (S&H), con el propésito de comparar su
desempefio predictivo.

El algoritmo ANN mostr6 los mejores resultados, con R? = 0.9523 y RSME= 0.0881, sin
embargo, no super6 al modelo S&H, que obtuvo un R?= 0.9588 y RSME= 0.0799 pero a
la vez, no existio diferencias estadisticas entre estos dos, sugiriendo que, tanto el algoritmo
ANN y el modelo S&H pueden ser utilizados para estimar el volumen individual de Pinus

patula procedentes de plantaciones forestales de la provincia de Chota es el modelo S&H,
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presentd un R? de 0.9588 y valores similares entre ellos para las demas estadisticas de ajuste

calculadas y analizadas.

5.2 Recomendaciones

R/
A X4

X/
°e

¢

o
25

X/
°

Es fundamental que la Escuela Profesional de Ingenieria Forestal y Ambiental difunda
informacion sobre la relevancia de conocer el volumen de los arboles en la provincia de
Chota. Permite una gestion sostenible de los recursos forestales, optimiza la planificacion
de aprovechamiento y contribuye a la valoracién econémica de las plantaciones.

La Escuela Profesional de Ingenieria Forestal y Ambiental debe garantizar una correcta
utilizacion de los instrumentos de medicién forestal para minimizar errores en la estimacion
de las principales variables dasométricas. Un manejo inadecuado puede comprometer la
veracidad de los datos, generando distorsiones en la evaluacion del crecimiento y
sobreestimaciones en el valor comercial real de las plantaciones.

Ampliar el ndmero de parcelas de medicion y muestras de &rboles procedentes de
plantaciones forestales a fin de reducir el error de muestreo, que este estudio fue
considerado el 20%.

Probar otros algoritmos de inteligencia artificial y seguir mostrando estas técnicas de

regresion entre la comunidad universitaria y en general.
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CAPITULO VII. ANEXO

Anexo 1

Obtencion de coordenadas de la parcela ubicada

Anexo 2

Enumeracidn de los arboles en la parcela ubicada con spray
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Anexo 3

Obtencién de datos de dap y altura

Anexo 4

de arboles

on

Cubicaci
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Anexo 5

Asesor y amigos que apoyaron en la ejecucidn de esta tesis

AnNexo 6

Datos generales de las plantaciones inventariadas
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Distrito Lugar Propietario | Afo Este Norte Altitud | Parcela
Chota El Mirador Teofilo 2012 | 766617.43 | 9274716.33 | 3435 1
Irigoin
Delgado
Chota El Mirador Teofilo 2012 | 766792.96 | 9274871.76 | 3478 2
Irigoin
Delgado
Chota Palma Segundo 2004 762024 9281591 | 2895 3
Chota Shotorco Alcides 2004 765128 9278043 | 3142 4
Sempertegui
Ticlla
Conchan Conchan MDC 1998 | 6°25.6887 | 078° 38 | 2408 5
4081
Chalamarca | Chalamarca Octavio 2000 778852 9278364 | 2759 6
Tirado
Edquen
Chota Choctapata José Rolando | 2004 765961 9274717 | 3303 7
Alto Bustamante
Cieza
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Chiguirip

Vista Alegre

Ananias

Torres Mejia

2007

752042

9288329

2626

Chota

Leoneropampa

Rosa Vasquez

2004

752698

9283988

3148

Chota

La Quinua

Hermilano

Oblitas

Barboza

2006

764709

9279865

3123

10

Chalamarca

Conga el verde

Juan

Fernandez

Sanchez

2004

772277

9283221

3182

11

Tacabamba

Conga de

chucmar

Leoncio

Guevara

Sanchez

2005

772698

9288547

3388

12

Chota

Bellandina

Maria
Eugenia Diaz

Vasquez

2005

766434

9276540

3422

13

Chota

Samangay

Miguel
Bustamante

Diaz

2006

766107

9266102

3364

14
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Lajas El Aliso Esperanza 2006 746955 9271625 | 2745 15
Hoyos Diaz

Chota Cochopampa | Maria Aguilar | 1994 758314 0276126 | 2448 16
Sanchez

Chota Nuevo Oriente | Maria Galvez | 2003 767188 9270122 | 3184 17
Mejia

Llama Pargo Julio 1999 715391 9283156 | 2875 18
Montenegro
Barboza

Huambos Llamocuna José Jorge | 2000 721157 9286662 | 2451 19
Diaz Arrasco

Huambos Huambos Alicia Castro | 2005 726603 9286362 | 2367 20
Tentalean

Querocoto | Querocoto Abel Ortiz | 2007 717932 9297331 | 2404 21
Pérez

Anexo 7

Datos de todas las plantaciones inventariadas
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Anexo 8
Codigos aplicados en R

library(readxl)

library(ggplot2)

library(dplyr)

windowsFonts(Times = windowsFont('Times New Roman'))

dfinv <- read_excel('Excel/DATOS_PLANTACIONES_150324.xlsx',
sheet = 'INVENTARIO', range = 'A1:01006")

dfinv

names(dfinv)

nrow(dfinv)

dfinv

# estatistica descriptiva

summary(dfinv)

#Kolmogorov-Smirnov test (n = 50) del DAPy HT

ks.test(dfinv$dap, "pnorm", mean = mean(dfinv$dap), sd = sd(dfinv$dap))

ks.test(dfinv$h, "pnorm", mean = mean(dfinv$h), sd = sd(dfinv$h))

dfinv_qgplot <- bind_rows(tibble(variable = 'dap (cm)’, valor = dfinv$dap),

tibble(variable = 'h', valor = dfinv$h))
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tiff(filename = "Figuras/Fig.07_QQplot_dap_h_inventario.tif",
width = 190, height = 100, units ='mm’, res = 300, compression = "jpeg™)
ggplot(dfinv_qgqgplot, aes(sample = valor)) +
stat_qq(size = 2.5, shape = 21) +
stat_gq_line(size = 1, color ='red’) +
facet_wrap(~variable, scale ='free_y') +
labs(x = "Quantiles tedricos", y = "Quantiles datos de inventario™)+
theme_bw() +
theme(text=element_text(family="Times', size=12),
legend.text=element_text(size=12),
axis.text.y = element_text(size = 10),
axis.text.x = element_text(size = 10))
dev.off()
# Resultados de Inventario por parcela
df_parcela <- dfinv %>%
group_by(parcela) %>%
summarise(across(dap:hd, mean, na.rm= TRUE), across(VVol_mod_Chota, sum, na.rm= TRUE))
df_parcela <- df_parcela |> mutate(vol_ha = Vol_mod_Chota * 10000/400)

df_parcela
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#Numero de arvores por parcela
Arv <- df %>% group_by(parcela) %>%
summarise(total_count = n(),
.groups = 'drop’)
# Determinacion del Numero de Clases
summary(dfinv$dap)

k <- ceiling(1+3.322*log10(nrow(dfinv)))

C <- ceiling((max(dfinv$dap) - min(dfinv$dap))/Kk)
C
# Grafico de Distribucion diamétrica
plot_dap <- ggplot(dfinv, aes(dap)) +
geom_histogram(colour ='white’, fill = '#252525', binwidth = C )+
scale_x_continuous(limits = ¢(2, max(dfinv$dap)),
breaks = seq(2, ceiling(max(dfinv$dap)), C)) +
labs(x = 'dap (cm)', y = 'Frecuencia’) +
theme_classic() +
theme(text=element_text(family="Times', size=12),

legend.text=element_text(size=12),
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axis.text.y = element_text(size = 10),

axis.text.x = element_text(size = 10))

#Ancho de clase de altura total
Ch <- ceiling((max(dfinv$h) - min(dfinv$h))/k)
Ch
# Grafico de Distribucion diamétrica
plot_h <- ggplot(dfinv, aes(h)) +
geom_histogram(colour ='white’, fill = '#252525', binwidth = Ch ) +
scale_x_continuous(limits = c(4.5, max(dfinv$h)-8),
breaks = seq(4.5, max(dfinv$h)-8, Ch)) +
labs(x ='h (m)', y = NULL) +
theme_classic() +
theme(text=element_text(family="Times', size=12),
legend.text=element_text(size=12),
axis.text.y = element_text(size = 10),
axis.text.x = element_text(size = 10))
tiff(filename = "Figuras/Fig.06_Distribucion_dap_h_inventario.tif",

width = 190, height = 120, units = 'mm’, res = 300, compression = "jpeg")
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ggpubr::ggarrange(plot_dap, plot_h, labels = c("a", "b"),
ncol = 2, nrow = 1)
dev.off()
#NuUmero de Clases
#Formula de Sturges
nc <- ceiling(1 + log2(nrow(df)))
nc
#Tamafo o ancho de clase
tc <- floor((max(df$dap) - min(df$dap))/nc)
tc
breaks = seq(floor(min(df$dap)), ceiling(max(df$dap)), by = tc)
breaks
# Histogram with Sturges method
ggplot(df, aes(dap)) +
geom_histogram(color = 1, fill = "gray90",
breaks = breaks) +
scale_x_continuous(limits=c(6,33), breaks=seq(3,33, by = 3)) +
ggtitle("Distribucién Diamétrica Plantaciones de Pinus sp. Chota™)

tiff("Distribucion_diamterica.tif", width = 130, height = 100,
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units = 'mm’, res = 300)
ggplot(df, aes(dap, label = ..count..)) +
geom_histogram(binwidth=3, color = 1, fill = 'palegreen’,
breaks = breaks) +
xlab('DAP (cm)’) + ylab('Frecuencia’) +
scale_x_continuous(limits=c(6,33), breaks=breaks) +
scale_y_continuous(limits=c(0,51)) +
geom_text(stat="bin", size = 4,vjust=-1, breaks = breaks, position="stack™)+
gatitle("Distribucion diamétrica plantaciones de Pinus sp. Chota™) +
theme(plot.title = element_text(size = 9, face = "bold"))
dev.off()
#Relacion Hipsométrica
rhl <- Im(ht ~ I(log(dap)) + hd, df)
summary(rhl)
1222222222222222222222222222
### Import libraries
library(tidyverse)
library(modelr)

library(randomForest)
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library(caret)

library(tidymodels)

windowsFonts(Times = windowsFont('Times New Roman'))
#Data

df <- readxl::read_excel("data/volume.xIsx™)

df

names(df)

nrow(df)

summary(df)

#Kolmogorov-Smirnov test (n = 50) del DAPy HT
ks.test(df$dap, "pnorm", mean = mean(df$dap), sd = sd(df$dap))

ks.test(df$h, "pnorm"”, mean = mean(df$h), sd = sd(df$h))

df_qgplot <- bind_rows(tibble(variable = 'dap (cm)', valor = df$dap),
tibble(variable = 'h', valor = df$h))
tiff(filename = "Figuras/Fig.09_QQplot_dap_h_arboles_muestra.tif",
width = 190, height = 100, units = 'mm’, res = 300, compression = "jpeg")
ggplot(df_qgplot, aes(sample = valor)) +

stat_qq(size = 2.5, shape = 21) +
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stat_qq_line(size = 1, color = 'red’) +
facet_wrap(~variable, scale = 'free y') +
labs(x = "Quantiles tedricos”, y = "Quantiles datos de arboles muestra™)+
theme_bw() +
theme(text=element_text(family="Times', size=12),
legend.text=element_text(size=12),
axis.text.y = element_text(size = 10),
axis.text.x = element_text(size = 10))
dev.off()
# Grafico de Distribucion diamétrica
C<-4
p_dap <- ggplot(df, aes(dap)) +
geom_histogram(colour ='white’, fill = '#252525', binwidth = C )+
scale_x_continuous(limits = ¢(2, max(dfinv$dap)),
breaks = seq(2, ceiling(max(dfinv$dap)), C)) +
labs(x = 'dap (cm)', y = 'Frecuencia’) +
theme_classic() +
theme(text=element_text(family="Times', size=12),

legend.text=element_text(size=12),
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axis.text.y = element_text(size = 10),
axis.text.x = element_text(size = 10))
#Ancho de clase de altura total
Ch<-3
# Grafico de Distribucion de alturas
p_h <- ggplot(df, aes(h)) +
geom_histogram(colour ='white’, fill = '#252525', binwidth =Ch ) +
scale_x_continuous(limits = ¢(4.5, max(dfinv$h)-8),
breaks = seq(4.5, max(dfinv$h)-8, Ch)) +
labs(x ='h (m)’, y = NULL) +
theme_classic() +
theme(text=element_text(family="Times', size=12),
legend.text=element_text(size=12),
axis.text.y = element_text(size = 10),

axis.text.x = element_text(size = 10))

#Grafico de distribucion de dap y h
tiff(filename = "Figuras/Fig.07_Distribucion_dap_h_muestra.tif",

width = 190, height = 120, units ='mm’, res = 300, compression = "jpeg™)
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ggpubr::ggarrange(p_dap, p_h, labels = c("a", "b"),
ncol = 2, nrow = 1)
dev.off()
#Correlacion de variables dependientes a independientes
df <- df[7:13]
cor <- cor(df, method = "pearson")
cor
tiff("Figuras/Fig.08_Correlacion_variables.tif", units="mm", width=170, height=155, res=300)
corrplot::corrplot.mixed(cor,
upper = 'square’,
lower = 'number’,
tl.pos ="It',
addgrid.col ='gray80',
tl.col = 'black’,
number.cex =1,
tl.cex=1)

dev.off()

T T T T T R T
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#it#H### seleccion de variables consideradas en el modelo

df <- df |> dplyr::select(vol, dap:hd, altitud)

##H#HH 70% of the sample size

smp_size <- floor(0.70 * nrow(df))

#H#HHHHE set the seed to make your partition reproducible
set.seed(523)

train_ind <- sort(sample(seq_len(nrow(df)), size = smp_size))

#i##### Split data into training and test sets
train <- dfftrain_ind, ]
test <- dff-train_ind, ]
HEHEHEHHHHEHEHAHEHE Modelos volumetricos #HHHEHIHHEHEHEHEHHE
#i#### Modelo volumetrico Schumacher & Hall
sh = vol ~ b0*(dap”™b1)*(h"b2)
regl <- nls(sh, data = train,
start = list(b0 = 1, b1 = 0.5, b2 = -1.025),
control = nls.control(maxiter = 500))

tidy(regl)
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augment(regl)
glance(regl)
HHHBHHH
fitControl <- trainControl(method = "repeatedcv", number = 10, repeats = 10
##HHHH Ajuste algoritmo linear regression
set.seed(825)
ImFit <- train(vol ~ ., data = train,
method ="Im",
trControl = fitControl,
#verbose = T,
metric = "RMSE")
ImFit$finalModel
ImFit$results
varlmp(ImFit)
ggplot(varimp(ImFit)) +
ggtitle("Variable Importances Linear Model™)
Hi#H#H# Ajuste algoritmo random forest

tg_rf <- data.frame(mtry = seq(1, 4, by =1))
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set.seed(825)

rfFit <- train(vol ~ ., data = train,
method = "rf",
trControl = fitControl,
tuneGrid = tg_rf,
verbose = FALSE,
metric = "RMSE")

rfFit

ggplot(varlmp(rfFit)) +

ggtitle(Variable Importances Random Forest")

rfFit_imp <- caret::varlmp(rfFit, scale=F)

randomForest::importance(rfFit$finalModel)

plot(rfFit_imp)

#iHH#H# Ajuste algoritmo Support Vector Machine

tg_svm <- expand.grid(C = ¢(0.25, .5, 1),
sigma=¢(0.1, 0.5, 1))

set.seed(825)

svmFit <- train(vol ~ ., data = train,
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method = "svmRadial™,
trControl = fitControl,
preProcess = c("'center”, "scale"),
tuneGrid = tg_svm,
verbose = FALSE,
metric = "RMSE")
svmFit
svmFit$results
svmFit$bestTune
Hi###H# Ajuste algoritmo nnet
# Normalizacion de variables
process <- preProcess(df, method=c(*'range"))
df_ann <- predict(process,df)
summary(df_ann)

## set the seed to make your partition reproducible

train_ann <- df_ann[train_ind, ]

test_ann <- df_ann[-train_ind, ]
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set.seed(825)
nnetFit <- train(vol ~ ., data = train_ann,
method = "nnet",
trControl = fitControl,
#trControl = trainControl(method = "cv"),
tuneLength = 10,
verbose = FALSE,
metric = "RMSE")
nnetFit$result
HHH R
#### Calculo volumen estimado
train_ann$vol_nnet <- predict(nnetFit, train_ann[-1])
test_ann$vol_nnet <- predict(nnetFit, test_ann[-1])
#Denormalize data
minvec <- sapply(df,min)
maxvec <- sapply(df,max)
denormalize <- function(x, minval, maxval) {

x*(maxval-minval) + minval
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#Volumen estimado en datos de entrenamiento
train_result <- dplyr::as_tibble(Map(denormalize, train_ann, minvec, maxvec))
train_result <- train_result |>
mutate(vol _SH = predict(regl, train[2:5]),
vol_Im = predict(ImFit, train[2:5]),
vol_rf = predict(rfFit, train[2:5]),
vol_svm = predict(svmpFit, train[2:5]),
subset = 'train’)
train_result
#Volumen estimado en datos de validacion
test_result <- dplyr::as_tibble(Map(denormalize, test_ann, minvec, maxvec))
test_result <- test_result [>
mutate(vol_SH = predict(regl, test[2:5]),
vol_Im = predict(ImFit, test[2:5]),
vol_rf = predict(rfFit, test[2:5]),
vol_svm = predict(svmFit, test[2:5]),
subset = 'test’)

test_result
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i Plot datos observados vs estimados
df_results <- dplyr::bind_rows(train_result, test_result) |>
dplyr::select(vol, vol_nnet, vol_SH, vol_rf:subset)
names(df_results) <- c('vol_obs', 'ANN', 'S&H', 'RF', 'SVM', 'subset')
df_results <- df_results |>
pivot_longer(cols = Ic(subset, vol_obs), names_to = "model", values_to = "vol_est") |>
select(subset, model, vol_obs, vol_est) |>
mutate(subset = factor(subset), model = factor(model))
df_results
#Grafico datos observados vs estimados
tiff(filename = "Figuras/Fig.10_Volumen_Observado_Estimado.tif",
width = 190, height = 180, units ='mm’, res = 300, compression = "jpeg™)
ggplot(df_results, aes(vol_obs, vol_est, colour = subset)) +
geom_point(size = 3, alpha = 0.5) + scale_colour_manual(values=c("black”, "red")) +
lims(x = ¢(0,1.6), y =¢(0,1.6)) +
geom_abline(intercept = 0, slope = 1, color = 'black’, linetype=2) +
facet_wrap(~model) +

labs(x = "Volumen observado (m3)', y = 'Volumen estimado (m3)', color = NULL)+
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theme_bw() +
theme(text=element_text(family="Times', size=12),
legend.text=element_text(size=12),
legend.direction = 'horizontal’,
legend.position = ¢(0.85,0.055),
axis.text.y = element_text(size = 10),
axis.text.x = element_text(size = 10))
dev.off()
HHH R
HiHHHHEHEHHEH Estadisticas de los modelos
model_list <- list(Im = ImFit, rf = rfFit, svm = svmFit, nnet = nnetFit)
res <- resamples(model_list)

summary(res)

est <- summary(res)

#Tabla de estadisticas de los Modelos
estadisticas_train <- dplyr::tibble(subset = ‘train’,

modelo = c('S&H','Im’, 'rf', 'svm’, 'nnet’),
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Rsquared = c(modelr::rsquare(regl, train), est$statistics$Rsquared[, Mean']),

RMSE = c(modelr::rmse(regl, train), est$statisticsSRMSE[,'Mean),

MAE = c(modelr::mae(regl, train), est$statisticsEMAE[,'Mean),

r = c(cor(train_result$vol, train_result$vol SH, method = "pearson™),
cor(train_result$vol, train_result$vol_Im, method = "pearson™),
cor(train_result$vol, train_result$vol_rf, method = "pearson™),
cor(train_result$vol, train_result$vol_svm, method = "pearson™),
cor(train_result$vol, train_result$vol_nnet, method = "pearson™)))

estadisticas_train
estadisticas_test <- dplyr::tibble(subset = 'test’,

modelo = c('S&H','Im’, 'rf', 'svm’, 'nnet’),

Rsquared = c(modelr::rsquare(regl, test),
postResample(test_result$vol_Im, test_result$vol)['Rsquared1],
postResample(test_result$vol_rf, test_result$vol)['Rsquared],
postResample(test_result$vol_svm, test_result$vol)['Rsquared],
postResample(test_result$vol_nnet, test_result$vol)['Rsquared),

RMSE = c(modelr::rmse(regl, test),

Metrics::rmse(test_result$vol, test_result$vol _Im),

Metrics::rmse(test_result$vol, test_result$vol_rf),
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Metrics::rmse(test_result$vol, test_result$vol_svm),
Metrics::rmse(test_result$vol, test_result$vol_nnet)),

MAE = c(modelr::mae(regl, test),

Metrics::mae(test_result$vol, test_result$vol_Im),
Metrics::mae(test_result$vol, test_result$vol_rf),
Metrics::mae(test_result$vol, test_result$vol svm),
Metrics::mae(test_result$vol, test_result$vol_nnet)),

r = c(cor(test_result$vol, test_result$vol_SH, method = "pearson™),
cor(test_result$vol, test_result$vol_Im, method = "pearson™),
cor(test_result$vol, test_result$vol_rf, method = "pearson™),
cor(test_result$vol, test_result$vol_svm, method = "pearson™),
cor(test_result$vol, test_result$vol_nnet, method = "pearson")))

estadisticas_test

estadisticas <- dplyr::bind_rows(estadisticas_train, estadisticas_test)
estadisticas <- estadisticas |> filter(modelo !="Im'

HuHHEH# Graficos de las estadisticas

plot_r2 <- ggplot(estadisticas, aes(x = modelo, y = Rsquared, label = Rsquared, fill =

factor(subset))) +
geom_col(position = 'dodge’, color = "black™,) +

scale_fill_manual(values = c(‘white', '#252510")) +
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labs(x = NULL, fill = NULL) +

theme_light() +

theme(text=element_text(family="Times', size=12),
legend.text=element_text(size=12),
axis.text.y = element_text(size = 10),
axis.text.x = element_text(size = 10),
legend.position = 'none'

plot_rmse <- ggplot(estadisticas, aes(x = modelo, y = RMSE, label = RMSE, fill = factor(subset)))

+
geom_col(position = 'dodge’, color = "black",) +
scale_fill_manual(values = c(‘white', '#252510")) +
labs(x = NULL, fill = NULL) +
theme_light() +
theme(text=element_text(family="Times', size=12),

legend.text=element_text(size=12),
axis.text.y = element_text(size = 10),
axis.text.x = element_text(size = 10),
legend.direction = "horizontal”,

legend.position = ¢(0.5,0.93))
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plot_mae <- ggplot(estadisticas, aes(x = modelo, y = MAE, label = MAE, fill = factor(subset))) +
geom_col(position = 'dodge’, color = "black™,) +
scale_fill_manual(values = c(‘white', '#252510")) +
labs(x = NULL, fill = NULL) +
theme_light() +
theme(text=element_text(family="Times', size=12),
legend.text=element_text(size=12),
axis.text.y = element_text(size = 10),
axis.text.x = element_text(size = 10),

legend.position = 'none’)

plot_r <- ggplot(estadisticas, aes(x = modelo, y =r, label = r, fill = factor(subset))) +
geom_col(position = 'dodge’, color = "black™,) +
scale_fill_manual(values = c('white', #252510")) +
labs(x = NULL, fill = NULL) +
theme_light() +
theme(text=element_text(family="Times', size=12),
legend.text=element_text(size=12),

axis.text.y = element_text(size = 10),
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axis.text.x = element_text(size = 10),

legend.position = 'none’)
#Grafico de distribucion de dap y h
tiff(filename = "Figuras/Fig.09_Estadisticas_Modelos.tif",

width = 190, height = 190, units = 'mm’, res = 300, compression = "jpeg")
ggpubr::ggarrange(plot_r2, plot_rmse, plot_mae, plot_r, labels = c("a", "b", 'c', 'd"),
ncol = 2, nrow = 2)

dev.off()
#Comparacion de Modelos
compare_models(ImFit, rfFit)
compare_models(ImFit, svmFit)
compare_models(ImFit, nnetFit)
compare_models(rfFit, svmFit)
compare_models(rfFit, nnetFit)
compare_models(svmFit, nnetFit)
## RMSE for nnet Model
rsquare(nnetFit, train_ann)
rsquare(nnetFit, test_ann)

## R2 for ANN Model
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R2 _train_nnet <- 1 - sum((train_ann$vol - train_ann$vol_nnet)*2)/sum((train_ann$vol-

mean(train_ann$vol))"2)

R2_train_nnet

R2 test nnet <- 1 - sum((test_ann$vol - test ann$vol_nnet)"2)/sum((test_ann$vol-

mean(test_ann3$vol))"2)

R2_test nnet

## RMSE for ANN Model
RMSE_train_nnet = Metrics::rmse(train_ann$vol, train_ann$vol_nnet)

RMSE _train_nnet

RMSE_test_nnet = Metrics::rmse(test_ann$vol, test_ann$vol_nnet)
RMSE_test_nnet

## MAE for ANN Model

MAE _train_nnet = Metrics::mae(train_ann$vol, train_ann$vol_nnet)
MAE_train_nnet

MAE _test_nnet = Metrics::mae(test_ann$vol, test_ann$vol_nnet)
MAE_test nnet

## Coeficiente de correlacion valores predichos y observados
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ryy.nnet = cor(test_ann$vol, test_ann$vol_nnet, method = "pearson™)
ryy.nnet

## Error porcentual for regression Model

Eregl = (test_ann$vol - test_ann$vol nnet)/test_ann$vol

Eregl
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